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확정적 네트워크에서의 동적 처리순위를 활용한 강화학습
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요 약

스마트 인더스트리, 메타버스, 디지털 트윈, 군사용 어플리케이션 등에서 확정적 데이터 전달을 요구하고 있다.

본 논문은 일반적으로 통용되는 플로우들의 클래스 혹은 우선순위와는 별도로, 네트워크 상황과 중요도에 따라 플

로우 별로 동적으로 처리순위(precedence)를 할당하고, 이에 따라 스케줄링 알고리즘을 결정하는 강화학습 기반의

스케줄링 프레임워크를 제안한다. 이를 실증하기 위해서 두 개의 처리순위 큐가 존재하는 환경을 상정하여, 강화

학습 에이전트가 지정된 기준에 따라 플로우들의 처리순위를 지정하며 스케줄링 알고리즘을 선택하는 두 가지의

행동(action)을 취한다. 네트워크 특성에 따라 다양한 기준으로 처리순위를 결정할 수 있다. 본 연구에서는 플로우

가 요구하는 마감기한(deadline)을 처리순위 결정의 중요한 기준으로 사용하였다. 딥러닝 기반의 강화학습 모델인

DDQN(Double Deep Q-Network)을 활용하여, 고정된 길이의 결정 주기마다 네트워크의 상태(state)를 관측하고

행동을 선택함으로써 처리순위를 결정한다. 본 연구의 환경에 맞게 개발한 네트워크 시뮬레이터를 통해 DDQN

에이전트가 여러 휴리스틱 알고리즘과 비교하여 높은 성능을 보이는 것을 확인하였다.

Key Words : reinforcement learning, deep learning, deterministic networking, Q-learning, double deep

Q-network, precedence

ABSTRACT

Smart industry, metaverse, digital-twin, and military applications require deterministic data delivery in large

scale networks. This paper proposes reinforcement learning-based scheduling that assigns dynamically different

precedences to the flows, in addition to the flow's class or priority, and determines the scheduling algorithm

according to the flow's precedence. In the proposed reinforcement learning-based scheduling algorithm with two

precedence queues, the reinforcement learning agent takes two actions that assigns the precedence of flows

according to a specified criterion and selects a scheduling algorithm. Depending on the purpose of the
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network, any factor with high importance could be a criterion for determining the precedence. In this study,

the deadline required by the flow is designated as the major factor for precedence decision. By utilizing

DDQN (Double Deep Q-Network), a deep learning-based reinforcement learning model, the precedence and the

scheduling algorithm are determined by observing the state of the network and selecting an action at each

decision period with a fixed length. In the network simulator developed for the study, it was confirmed that

the DDQN agent showed better performance than various heuristic algorithms.

그림 2. 처리순위 할당 기준
Fig. 2. precedence queue assignment criteria at flow-level
or packet-level

Ⅰ. 서 론

실시간성의 보장이 필요한 증강현실, 스마트 인더

스트리, 군사용 네트워크와 같이 시간 민감형 네트워

크를 목표로 확정적 네트워크와 관련된 연구가 진행

되어오고 있다[1]. 본 연구에서는 군용 네트워크에서

제안된 처리순위(precedence)의 개념[2]을 활용하여,

타임슬롯 기반의 네트워크에서 플로우가 요구하는 마

감기한을보장하는프레임워크를개발한다. 본연구에

서 개발하는 스케줄링 프레임워크를 다양한 토폴로지

나 크기의 네트워크에 적용할 수 있도록 고려한다.

처리순위는 같은 우선순위 혹은 같은 클래스의 플

로우에 대해서 다양한 조건에 따라 동적으로 추가적

인우선권을할당할수있는개념이다. 노드에서의큐

할당은 처리순위에 따라 이루어질 수 있다. 플로우의

처리순위가높을수록높은우선순위의큐에인입되고,

선택된스케줄링알고리즘에따라서비스된다. 타임슬

롯 기반의 네트워크 환경을 가정하지만, 매 타임슬롯

의 초기 시점에서의 행동 선택이 이루어지려면 연산

의빈도가매우커지므로, 고정된수의타임슬롯동안

선택된 처리순위 할당 알고리즘과 스케줄링 알고리즘

을 유지하는 방법으로 연산 빈도를 낮추었다. 처리순

위 결정과 스케줄링 알고리즘 결정의 두 개 action은

딥러닝기반강화학습모델인 DDQN 에이전트가수행

한다. 각 플로우 별 패킷 생성주기의 최소 공배수인

결정 주기(decision period)마다 DDQN의 학습 및 행

동 선택이 이루어진다.

본 연구에서는 확정적 네트워크 기반 확장성 있는

(scalable) 대규모 네트워크 구현을 위해 전체 네트워

크의 상황이 아닌 개별 노드의 큐 상태만으로 패킷들

의 요구사항을 지킬 수 있도록 처리순위 큐 할당, 스

케줄링알고리즘을결정하는 DDQN 스케줄링프레임

워크를 제안한다. 전체적으로 DDQN의 학습은 그림

1과 같은 과정을 에피소드의 최대 수만큼 반복하며

이루어진다. 하나의 에피소드 시작인 구성

(configuration) 단계에서는 트래픽을 동적으로 조성

하기 위해 플로우를 구성하는 랜덤 파라미터들의 결

그림 1. 학습 과정의 도식화
Fig. 1. workflow of the training simulation

정이이루어진다. 이에따라패킷들의생성및노드에

서의 큐 할당과 스케줄링이 이루어지며, DDQN에서

의 샘플 데이터 관측과 memory replay와 같은 학습

프로세스들이 수행된다. 패킷 전송이 완료되면 이와

같은과정을다시반복하게된다. 본연구에서의시뮬

레이션에서는 플로우의 마감기한까지 남은 시간에 따

라처리순위를결정하였지만, 일반적으로는아래의그

림 2와 같이 다양한 기준에 따라 결정할 수 있다. 트

래픽의 상황이 여유로울 때는 플로우의 클래스와 같

은기존의우선순위큐할당기준을채택하다가, 혼잡

이 예상되면 가장 우선해야 하는 기준에 따라 처리순

위를 바꿀 수 있다.

기존 연구[13]에서 증명된 바와 같이, 강화학습 기

반 스케줄링 방식을 개별 노드에서 독립적으로 행동

할 수 있도록 학습했기 때문에, 다양한 토폴로지에서

도 스케줄링이 가능하다. 이렇듯 강화학습 방식의 스

케줄링을활용하면다방면의효과가예상되지만, 강화
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그림 3. DDQN 학습 과정[13]
Fig. 3. Training process of DDQN[13]

학습을 실제 네트워크 장비에 탑재하기 위해서는 에

너지 효율 향상과 추론시간 단축과 같은 과제들이 남

아있다. 따라서 강화학습 기반 스케줄러의 실현을 위

해서는 딥러닝 연산의 비용을 고려하는 것 또한 중요

하다. 본 연구는 간단한 입력데이터와 적은 인공신경

망의파라미터를사용하였으며, 인공신경망모델의추

론 빈도를 낮추는 방법을 사용해 해당 문제를 고려하

였다.

본 연구에서는 시뮬레이션을 통해, 상황에 따라 처

리순위가 높은 플로우에 적은 종단간 지연시간

(end-to-end delay)을 보장할 수 있음을 입증하였다

Ⅱ. 관련 연구

2.1 Background
IEEE TSN TG와 IETF　DetNet WG에서는 매우

낮은패킷손실률와지연시간및지터등데이터전달

의 확정성을 확보하기 위한 기술의 표준화를 추진하

고있다[3]. 시간민감성통신의수요증가에따라스케

줄링기술의개선이필요한데, 이에대한잠재적인해

결책으로 딥러닝 기반의 강화학습 분야를 활용하는

연구 사례가 늘고 있다[4]. [5~8]은 딥러닝 기반의 강

화학습을통해네트워크스케줄링을수행하였고, 라우

팅[6] 및 자원 할당[9,10] 연구 사례도 확인할 수 있다.

이렇듯 네트워크 분야의 다양한 문제를 강화학습을

통해 해결하고자 하는 시도가 이루어지고 있다. 데이

터전달의확정성을확보하기위해본연구이전에진

행했던 연구[13]에서도 DDQN기반의 스케줄링이 타

임슬롯 기반의 환경에서 기존 알고리즘의 성능을 능

가하는 결과를 보였던 바 있다.

2.2 강화학습
강화학습은 기계학습의 지도, 비지도학습 방식과

달리 에이전트를 특정 환경에서 정보에 따른 행동 정

책(policy)을 배우도록 하는 학습 방법이다. 기존에는

Q-table을 사용하는 Q-learning을 사용하다가, 딥러닝

의 발전과 함께 인공신경망을 강화학습에 활용하게

되면서강화학습의발전이이루어졌다. 강화학습에딥

러닝을 최초로 도입한 DQN(Deep Q-Network) 연구

는 [11]에서확인할수있다. 본연구에서는 DQN에서

더 발전한 모델인 DDQN을 사용하여 에이전트를 학

습하였다[12]. 강화학습의 학습 과정과 수식의 유도에

대한 설명은 그림 3과 [13]을 참조하라.

DDQN은상태(state)에대한최적의행동(action)을

추정하는것이목표이다. 딥러닝의인공신경망을통해

특정 상태에서 선택할 수 있는 모든 행동별 Q-value

라는 가치 값을 잘 추정하도록 학습하는 것이고, 이

추정값에 대한 정답(target)데이터는 에이전트가 실제

로 행동한 것에 대한 보상(reward) 값을 기반으로 계

산한다. 계산된 정답데이터와 추정된 Q-value의 오차

를 역전파함으로써 신경망을 업데이트하고 에이전트

의예측성능을향상해나간다. 이와같은학습을위해

다양한입력데이터가필요한데, 이는여러번의시뮬

레이션을통해얻어진다. 에이전트가학습하는환경은

데이터를생성하는역할을하는셈이다. 지도학습에서

준비된데이터셋을입력하는것과같은이치로, 데이

터를 가공하고 전처리하는 과정이 필요한 것과 마찬

가지로 에이전트가 환경에서 얻은 정보에서 행동 선

택에도움을주는형태로변환해상태(state)에입력해

주는 것이 필요하다.

Ⅲ. 시스템 모델링

3.1 네트워크 환경
DDQN 에이전트의 확장성과 일반화를 위해, 네트

워크의트래픽이 고정적이지 않고 유동적으로 생성되

는환경을가정하였다. 네트워크의시뮬레이터는파이

썬 기반의 이산 이벤트 시뮬레이션 환경을 생성할 수

있는 SimPy 프레임워크로 구현하였다. 시뮬레이터는

네트워크의 노드, 링크와 같은 요소들을 모듈화 하여

구성하였고, 패킷의 생성 및 전송과 큐 인입과 같은

프로세스들을 모듈 내부에 구현하여 시뮬레이션을 수

행하였다. DDQN 에이전트가 학습하는 시뮬레이션

환경은 그림4와 같다. 해당 환경에서는 두 개의 처리
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그림 4. DDQN 학습을 위한 개별 노드의 구조
Fig. 4. Structure of the single node for DDQN

Parameter Description
Quantity

/ Range

 플로우의 총 개수 8


n번째 플로우의 생성 주기,

타임슬롯 단위
12~24


n번째 플로우의 남은 홉 수,

타임슬롯 단위
1~5


n번째 플로우의 전송 시작

타임슬롯
0~30


n번째 플로우의 최대

버스트(burst)
2~




 n번째 플로우의 마감기한 8~12

 n번째 플로우의 패킷 갯수 60


스케줄링 결정의 업데이트 주기,

의 최소 공배수
 



에피소드동안 생성되는 트래픽의

이용률(utilization), 
  





 0.8~1.0

표 1. configuration 단계에서 결정되는 네트워크 파라미터
Table 1. Parameter description

그림 5. 타임슬롯별 패킷 생성량
Fig. 5. Packet generation amount per timeslot

그림 6. 타임슬롯별 패킷 누적 생성량
Fig. 6. Accumulated packet generation amount

순위 큐가 존재하고 더 높은 처리순위일수록 낮은 번

호의 처리순위 큐에 할당된다.

본연구에서시뮬레이션을진행한네트워크환경과

네트워크 파라미터들은 표 1에서 확인할 수 있다. 해

당 파라미터들은 네트워크의 다양한 트래픽 패턴을

만들기위해임의의값을할당하였다. 여러번의시뮬

레이션을통해다양한외부환경을경험하게하여, 특

정 환경에만 적응하는 것이 아닌 다양한 환경에서 활

용할 수 있는 스케줄링을 구현하기 위함이다. 네트워

크에서는총 8개의플로우가생성되며, 각플로우들은

고정된주기, 마감기한을가지고있다. 이때, 마감기한

은 패킷이 생성 시점부터의 종단 지연시간에 대한 요

구조건을의미한다. 주기와마감기한모두임의로생

성되며, 각 플로우들은 시뮬레이션이 시작되는 초기

타임슬롯 시점에 전송이 시작되지 않고 주기의 배수

인일정 타임 스텝이후전송이시작된다. 이전송시

작 시점을 로 명시하였다.

시뮬레이션 시작 전 구성 단계에서 랜덤 파라미터

들이 결정된다. 플로우들의 남은 홉 수 또한 임의로

결정하였다. 본 연구에서는 1 타임슬롯을 1500byte로

고정된 사이즈의 패킷 1개가 지나갈 수 있는 크기로

정의하였다. 따라서, 로 명시된 남아있는 홉 수 또

한 타임슬롯 단위를 가질 수 있다. 단위 시간당 전송

률을 의미하는 이용률 를 랜덤하게 결정함으로써

다양한 네트워크 환경을 시뮬레이션할 수 있으며, 주

기마다 1개의 패킷을 전송하는 대신 의 한도 내에

서임의의수만큼패킷을전송하게되므로, 다소불규

칙적인패킷도착분포(packet arrival rate)를보일수

있다. 랜덤 파라미터들은 여러 번의 시뮬레이션에서

DDQN이학습할수있는환경을구성하기위해네트

워크가 너무 혼잡하거나 여유롭지 않은 수치를 경험

적으로결정하였다. 패킷의최대버스트(burst)를결정

하는 과정은 다음과 같이 유도할 수 있다:

각각의플로우들은패킷을전송할때  수준의패

킷 rate 을 지켜야 하므로 와 에 대해서 은
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Symbol Quantity


 p번 째 처리순위 큐의 i번 째로 대기중인

패킷의 estimated End-to-end delay




p번 째 처리순위 큐의 i번 째로 대기중인

패킷의 타임슬롯 budget, 
  




p번 째 처리순위 큐에서 대기중인 패킷의

수


동안 플로우 처리순위를 결정하는

heuristic algorithms의 집합


동안 스케줄링 policy를 결정하는

heuristic algorithms의 집합


처리순위 1에 대한 reward에 할당하는

hyper parameter


처리순위 2에 대한 reward에 할당하는

hyper parameter


p번 째 처리순위의 패킷들의 마감기한

이내 전송 확률

표 2. 기호 설명
Table 2. Symbol description

다음과 같다.   


. 이 때,  


으로 나타낼

수 있으므로, 





이 성립한다. 따라서

  


이다.

연구 환경에서 은 2 이상 


이하 임의의 수

를할당받게 된다. 이러한 과정을 통해 생성된 트래픽

의 패턴을 시각화하면 그림 5와 같다. 그림 5는 타임

슬롯 마다 생성된 패킷 그래프를 나타내며, 그림 6은

생성된 누적 패킷 그래프를 나타낸다.

3.2 강화학습 환경
앞서 언급한 것과 같이, 본 연구에서 제안하는

DDQN 기반 스케줄링은 확장성을 위해 개별 노드에

서관측할수있는상태만으로학습해야하고, 처리순

위 큐 할당, 스케줄링 방식 두 개의 행동을 결정한다.

큐에서 관측할 수 있는 가장 중요한 정보로 패킷들의

생성부터 현재시점까지의 지연시간이 있으며, 앞으로

목적지까지소요될것으로예상되는지연시간이있다.

이를 통해 개별 패킷들의 종단 간 지연시간을 예측할

수 있다. 따라서 연구에서는 추정 종단 간 지연시간

(estimated end-to-end delay)를  라고 명시하여,

DDQN학습 및 테스트 시 상태의 관측 및 보상 지급,

성능 측정에 있어서 를 사용한다. 강화학습에서는

환경의 MDP 요소들인 상태, 행동, 보상의 적절한 설

계가 매우 중요하다. 해당 요소들은 DDQN의 메모리

버퍼에저장되는데이터샘플들을구성하므로, 지도학

습에서의 데이터 수집 및 전처리가 결과에 많은 영향

을 주듯이 강화학습에서도 상태, 행동, 보상의 설계가

모델의 성능에 중요한 역할을 한다. 또한, 연구에서

스케줄링 결정이 수행되는 주기는 라고 명시한 바

있으므로 강화학습의 모든 프로세스가 발생하는 타임

스텝은 이다. 연구에서 정의한 상태, 행동, 보상의

수식에 사용된 기호들은 표 2에서 확인할 수 있다.

3.2.1 상태(state)

연구에서상태를정의할때단순하면서도핵심적인

정보를함축하고있는요소를우선적으로고려하였다.

연구의목적은 패킷들의 마감기한을 엄수하는 것이기

때문에, 큐의 복잡성과 지연시간을 고려한 정보들을

상태로설정하였다. 또한해당에피소드에서의이용률

정보를 추가하여 네트워크 상황에 대한 정보를 추가

하였다. 상태 들의 집합인 는 다음과 같이 정의하

였다:

    min
min

  

3.2.2 행동(action)

제안하는 모델에서의 행동은 2차원으로 구성되어

있음을 언급하였다. 본 연구에서는 처리순위 큐 할당

을 결정하는 휴리스틱, 스케줄링 방식을 결정하는 휴

리스틱두종류의선택가능알고리즘이있고, DDQN

에이전트가 관측한 상태에 따라 동안 해당 휴리스

틱알고리즘들을유지하게된다. 이를통해 DDQN 에

이전트는 라는 주기마다 큐의 상황을 관측, 적절한

휴리스틱들을 동적으로 결정하는 방법을 학습하게 된

다. 처리순위큐의할당기준은위그림 2에서언급하

였다. 연구의 학습 환경에서는 플로우의 처리순위 할

당시플로우의마감기한과남은홉수의차이를플로

우별 오름차순으로 정렬하여, 플로우 수준의 긴급도

(urgency)를 처리순위 할당의 기준으로 설정하였다.

이에 따른 처리순위 큐 할당 휴리스틱은 긴급도에 따

라 오름차순으로 정렬된 플로우들 중에서 상위 2개

플로우는 무조건 처리순위 1을 할당하고, 추가적으로

 개의플로우들을더처리순위 1에할당할지결정하

는 알고리즘이다. 즉, 해당 휴리스틱 알고리즘은 총

개가된다. 이 때 ∈ 임을 알수있다. 하지

만 군용 네트워크망과 같이 확정적 네트워크를 사용

하는 환경에서는 긴급도 외에도 송/수신자의 권한 및
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그림 7. 휴리스틱 알고리즘간의 스코어 비교
Fig. 7. Score comparison between heuristic algorithms

처리순위를 할당하고자 하는 여러 평가 기준이 존재

할 수 있다. 이 점을 고려하여, 처리순위의 할당 기준

을변경하고자할때따로 DDQN 에이전트를학습할

필요 없는 휴리스틱을 설계해 다양한 환경에 적용하

기에 용이하도록 설계하였다. DDQN 에이전트가 선

택할 수 있는 스케줄링 방식은 총 5개의 알고리즘들

로 구성하였다.

1) strict priority (SP)

2) weighted round robin (WRR)

3) Heuristic1 (H1) :


argmin








4) Heuristic2 (H2) :


argmin


5) Heuristic3 (H3) :


argmin


이중 SP는 기존 네트워크 알고리즘으로, 우선순위

가 더 높은 큐의 패킷을 먼저 서비스하는 알고리즘이

다. WRR은 우선순위 큐들을 차례대로 서비스하는

round robin 알고리즘에서, 할당된 가중치만큼 높은

우선순위패킷을조금더많이서비스할수있는알고

리즘이다. 3) ~ 5)는 연구에서 설정한 휴리스틱으로,

각 처리순위 큐의 첫 번째 패킷의 특정 값을 비교해

더 작은 패킷을 서비스하는 알고리즘이다. DDQN 모

델에서의 행동은 1차원으로 선택할 수 있게 설계되어

있기 때문에, 2차원의 action을 1차원으로 맵핑 시키

는절차가필요하다. DDQN 에이전트가선택할수있

는 action 의 집합을 수식으로 나타내면결과적으로

다음과 같다:

   × ∣∈ ∈ 

3.2.3 보상(reward)

다음으로보상은  동안패킷이마감기한안에도

착할확률에따라지급한다. 또한처리순위에따른가

중치를 두어 보상에 차별성을 두도록 설계하였다. 

는 처리순위 1 패킷들의 마감기한 이내 도착 확률에

할당되는가중치이고, 는처리순위 2의패킷들의마

감기한 이내 도착 확률에 할당되는 가중치이다. 마감

기한이내도착확률은  이내에전송한 총패킷 수

에대한마감기한만족패킷수의비율을의미한다. 마

감기한의 만족 여부는 실제 종단 지연시간이 아닌

 기반이다. 보상 를 수식으로 정의하면 다음과

같다:

   ２

보상은 동안 각 처리순위 큐에서 평균적으로 마

감기한 내에 패킷을 서비스할 확률에 대한 수식으로

정의하였다. 단순히 처리한 패킷의 수로 보상을 설계

하게 되면, 의 길이나, 개별 노드에 도착한 패킷의

수와같이에이전트가제어할수없는환경에의해보

상 값이 달라지게 되기 때문이다.

에이전트가 학습 프로세스를 실행하는 타임스텝은

 단위임을 위에서 언급하였다. 정리하자면, 타임스

텝 에서         은 DDQN 에이전트

가 관측할 수 있는 데이터 샘플이 되고, 이는 메모리

버퍼에저장되고재생(replay)되어학습이이루어진다.

여기서 은 에서의 결과로 주어진 보상이기 때문

에, 에서 지급되는 보상이다.

Ⅳ. 실험 결과

4.1 기존 알고리즘 간의 비교
본 연구에서 선택할 수 있는 스케줄링 알고리즘은

총 5개이다. DDQN 학습에 앞서, 에이전트가 선택할

수 있는 스케줄링 알고리즘끼리의 스코어 비교를 진

행하였다. 연구에서 성능의 지표로 사용된 스코어는

에피소드 동안얻은 의평균을의미한다. 각 1000번

씩의 시뮬레이션을 진행하였으며 시뮬레이션 결과는

아래그림 7과 같다. 그림에서 가로축은스코어, 세로

축은 휴리스틱 알고리즘의 종류를 의미한다. WRR과

SP는우선순위를보장하기위해제안된알고리즘이며

그 외 휴리스틱 알고리즘들은 단순히 패킷의 지연시

간에 관련된 요소들만으로 스케줄링하는 알고리즘이
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그림 8. 최적 휴리스틱을 사용한 경우 DDQN의 학습 곡선
Fig. 8. DDQN learning curve with best heuristic

그림 9.  = 0.8~ 1.0,  = 0.7,  = 0.3일 때 스코어
Fig. 9. score comparison when  = 0.8~ 1.0,  = 0.7,
 = 0.3

다. 각 알고리즘들을 시뮬레이션할 때 처리순위 휴리

스틱 =2로, 처리순위 큐 1에 플로우 4개, 처리순위

큐 2에플로우 4개가고정적으로할당된다. 제안된선

택할수있는휴리스틱알고리즘중에서는 H3이가장

높은스코어를보였음을알수있다. 여기서 와 는

각각 0.5이다. 즉, 처리순위의 차별성을 두지 않고 오

로지 휴리스틱 알고리즘의 패킷 스케줄링 성능만을

비교하였다. 또한 1000회의 시뮬레이션 모두 랜덤 파

라미터의 구성이 진행되기 때문에 모두 다른 패턴으

로트래픽이생성되는환경이지만, 시뮬레이션내부의

랜덤시드(seed)를모두같은값으로고정하였기때문

에 각각의 알고리즘마다 모두 같은 패턴의 순서대로

시뮬레이션을 수행하였다. 시뮬레이션의 는 0.8~1.0

으로 설정하였으며, 스코어의 최댓값은 1.0이다. 최고

성능을 보인 H3 알고리즘에서 패킷들을 마감기한 안

에 전송할 확률은 평균 약 0.90~0.91이 되는 것을 확

인할 수 있다.

4.2 DDQN 학습 결과
그림 8은 20000회의 DDQN 학습에피소드동안의

학습 곡선(learning curve)을 보여준다. 비교를 위해

최고 성능의 휴리스틱인 H3 알고리즘의 결과를 에피

소드별로 DDQN과 함께 나타내었다. 해당 그래프는

각 에피소드에서 달성한 스코어의 이동평균을 나타내

며, 이동평균의 윈도우 크기는 500이다. 학습 곡선에

서 확인할 수 있듯이 약 10000 에피소드부터 14000

에피소드까지 DDQN이최고성능휴리스틱보다높은

성능을보인이후, 점차스코어가감소하는결과를보

인다. 이는 DDQN 모델이과적합되었을가능성이있

으므로, 성능 검증에서는 500 에피소드의 윈도우 동

안가장높은성능을달성한구간에서의 DDQN 모델

의 가중치를 다른 알고리즘들의 성능 비교 평가에 활

용하였다. 그림 8에서의 H3과 DDQN의 스코어 분포

에 다소 변동이 존재하는 것은 에피소드마다 여러 랜

덤파라미터들이결정되기때문이다. 네트워크환경의

이용률과 패킷 버스트의 설정으로 인해 변동이 있는

트래픽을 보이게 되고, 이에 따라 학습이 어려워지게

된다. 이는연구에서특정네트워크환경에과적합되

지 않으면서 일반적인 네트워크 환경으로의 확장 및

적응을 위해 의도한 부분이다.

그림 9는 학습된 DDQN과그림 7에서시뮬레이션

한 스케줄링 알고리즘들의 스코어 비교 결과이다. 

마다 상태를 관측하고 스케줄링 알고리즘과 처리순위

할당휴리스틱을동적으로선택하는 DDQN 알고리즘

과 스케줄링 알고리즘 단독 동작의 비교 그래프이다.

그림 8에서와 마찬가지로 각각 1000회의 시뮬레이션

을진행하였다. 처리순위1에 0.7의가중치, 처리순위 2

에 0.3의 가중치를 주었을 때 DDQN이 가장 높은 평

균 스코어를 보였음을 확인할 수 있다. DDQN은

outlier가 존재하지 않는 것 또한 확인할 수 있다. 그

림 10은 이용률이 비교적 낮고, 보상의 계산 시 처리

순위에 주어지는 가중치를 0.5, 0.5로 공평하게 설정

한 시뮬레이션의 결과이다.

시뮬레이션결과를통해적절한파라미터를설정하

는 경우 DDQN은 처리순위의 보장에 있어서 H3을

포함한 다른 알고리즘들보다 더 좋은 성능을 보임을

알수있다. 무조건높은우선순위의패킷을전송하는

SP보다도높은스코어를보였기때문에, DDQN은처

리순위1은 물론 처리순위2의 패킷도 마감기한을 더

잘 보장한다는 것으로 해석할 수 있다. 그림 10과 같

이 처리순위에 주어지는 가중치가 모두 같을 때는

DDQN의성능이 최고성능휴리스틱인 H3과비슷한

수준에 도달하는 결과를 보였다. 본 연구에서 DDQN

스케줄링의 최우선 역할은 처리순위가 높은 플로우의

마감기한을 만족시키는 것이었기 때문에, 네트워크의
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그림 10.  = 0.7~ 0.9,  = 0.5,  = 0.5일 때 스코어
Fig. 10. score comparison when  = 0.7~ 0.9,  = 0.7,
 = 0.3

전체 트래픽의 마감기한을 만족하는 것도 중요하지만

이용률이거의 100%에육박하는매우 혼잡한상황에

있어서 높은 처리순위 트래픽의 마감기한을 잘 만족

하는것이중요하다. 이를위해보상함수에각처리순

위에대한가중치를할당하였으며, 결과적으로그림 9

에서 DDQN 알고리즘이 타 알고리즘 및 휴리스틱에

비해 높은 비율로 처리순위가 높은 트래픽들을

deadline 안에 전송하였음을 확인하였다.

Ⅴ. 결 론

점점 증가하는 어플리케이션의 실시간성을 보장하

기위해서새로운솔루션을찾으려는시도가이어지고

있고, 여기에 딥러닝 기반의 강화학습이 가능성 있는

대책으로부상하고있다. 딥러닝은음성, 언어, 이미지

처리와 같은 분야에서 성능을 이미 입증한 바 있다.

본연구에서는군용네트워크에서제안된처리순위

의 개념을 활용한 DDQN 스케줄링을 고안하였다. 다

양한 휴리스틱 알고리즘과의 성능 비교 결과, DDQN

스케줄링은 평균적으로 최대 성능의 알고리즘과 비슷

한 정도의 성능을 보였지만, 높은 처리순위의 플로우

에 대해서는 마감기한 만족률을 더 높은 비율로 충족

시켰다. 이는 강화학습 기반 스케줄링이 패킷의 종단

지연시간에 대한 요구사항을 잘 만족시켜줄 수 있을

뿐만아니라, 처리순위가높은데이터에대해더높은

수준의 성능을 제공할 수 있음을 시사한다.

본 연구에서는 네트워크에 딥러닝 기반의 연산을

적용하기 위해서 적절한 네트워크 시뮬레이터를 구현

하였다. 확장 가능한 대규모 네트워크에 적용하기 위

해, 에이전트에다양한네트워크상황을학습해볼수

있도록 에피소드마다 변하는 이용률, 주기, 마감기한

등의임의의파라미터를설정하였다. 이는시뮬레이션

환경에 편차로 작용하여 학습 곡선의 변동폭 요인이

되었지만, DDQN 에이전트가 특정 네트워크 상황에

대한 과적합을 방지하고 다양한 상황을 학습하는 데

에 도움을 주었다. 에피소드마다 환경의 편차가 너무

큰경우, 트래픽이매우여유롭거나혹은극도로혼잡

한상황이발생하기때문에 DDQN 학습시손실함수

(loss)가 폭주하고 제대로 학습하지 않는 결과를 초래

하기 때문에 에이전트가 학습할 수 있는 적절한 랜덤

파라미터들의 설정이 중요한 역할을 하였다.

향후, 평균적인 스코어를 증가시키는 것을 목표로,

스코어의 분포를 줄여 어떤 상황에서든 강인하고 안

정적인강화학습 기반 스케줄링을 구현하는 방향으로

연구를 계획하고 있다. 본 연구에서 제시한 강화학습

메커니즘은 실제 네트워크 장비에 설치하기 위해서

다소 비용이 발생할 수 있다는 부분이 어려움으로 남

아있다. 네트워크에딥러닝을도입하는연구가상용화

되기 위해서는 다양한 벤치마크 데이터셋과 표준화된

시뮬레이션 프레임워크가 필요한 상황이며, 딥러닝의

예측(prediction)을 실시간으로 스케줄링에 활용하기

위한 모델 경량화 및 에너지 효율성 측면에서의 연구

가 필요하다. 향후 연구에서는 딥러닝 기반 강화학습

스케줄링의 일반화에 초점을 둘 계획이다.
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